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Për publikimin  
 

Ky publikim është përkth im i artikullit  ôDeep Learning, NLP, and Representations õ. 

Fillon me Rrjetet neurale me një shtresë të fshehur. Pastaj jep përshkrim dhe shembuj 

interesantë të Word Embeddings dhe të paraqitjeve të përbashkëta. Në fund flet për 

Rrjetet Neurale Rekursive dh e perspektivën e Deep Learning.  

Publikimi mund të konsiderohet vazhdim i publikimeve  paraprak e: òShembuj 

ilustrues nga Deep Learningó q± ±sht± p±rmbledhje hyr±se informative, dhe òMetodologji 

praktike për Deep Learning ó q± e përshkruan një metodologji dhe një proces praktik të 

dizajnit . 
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[1]  C. Olah, "Deep Learning, NLP, and Representations," colah's blog, [Online]. 

Available: http://colah.github.io/posts/2014 -07-NLP -RNNs -Representations/ . 

 

Falënderim  

 

E falënderoj autorin për lejimin e publikimit:  

òHi Ridvan,  

You are welcome to translate my blog posts. Please send me a link to the translated 

versions so I can add them to the  list of translations ! :) ó 

 

Licencimi  

 

Ky publikim lëshohet nën licencën Attribution -NonCommercial -ShareAlike:  

që nënkupton se mund të ripërzihet, rregullohet, dhe të ndërtohet mbi të jo -komercialisht, 

përderisa përmendet burimi i saktë dhe krijimet e reja licencohen nën terma identikë. Për 

më shumë detale: http://creativecommons.org/licenses/  

 

Online  

 

Ky publikim mund të gjendet online në:  

https://rbunjaku.wordpress.com/  

  

http://colah.github.io/posts/2014-07-NLP-RNNs-Representations/
https://gist.github.com/colah/ac6654f1b9ea54c69922
http://creativecommons.org/licenses/
https://rbunjaku.wordpress.com/
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neural networks, deep learning, representations, NLP, recursive neural networks  

rrjete t neurale, deep learning, paraqitjet, NLP, rrjetet neurale rekursive  

 

Hyrje  
 

Në vitet e fundit, rrjetet e thella neurale e kanë dominuar njohjen e mostrave  

(modeleve, pattern recognition ). Ato i kanë nxjerrë nga binarët zhvillimet e fundit p ër 

shumë task -a të computer vision (shikimit kompjuterik). Edhe voice recognition (njohja e 

zërit ) po lëviz në atë drejtim.  

Por përkundër rezultateve, na duhet të pyesim... pse ato funksionojnë kaq mirë?  

Ky post i shqyrton disa rezultate jashtëzakonisht të  shquara në aplikimin e rrjeteve 

të thella neurale në procesimin e gjuhës natyrale (NLP): Duke e bërë këtë, shpresoj ta bëj 

të qasshme një përgjigje premtuese në atë se pse funksionojnë rrjetet e thella neurale. 

Mendoj se është perspektivë shumë elegante.  

 

 

Rrjetet neurale me një shtresë të fshehur  
 

Një rrjet neural me një shtresë të fshehur ka universalitet: me mjaft njësi të dhëna të 

fshehura, ai mund ta përafrojë cilindo funksion. Kjo është teoremë e cituar shpesh ñdhe 

madje edhe më shpesh, e keqkuptuar d he e keqaplikuar.  

Është e vërtetë, esencialisht, sepse shtresa e fshehur mund të përdoret si tabelë 

lookup.  

Për thjeshtësi, le ta konsiderojmë një rrjet perceptron ësh. Një perceptron është neuron 

shumë i thjeshtë që ndizet nëse e kalon një prag të caktuar dhe nuk ndizet nëse nuk e 

arrin atë nivel. Një rrjet perceptronësh merr hyrje binare (0 dhe 1) dhe jep dalje/rezultate 

binare.  

Vëreni se ka vetëm një numër të fundëm të hyrjeve të mundshme. Për secilën hyrje të 

mundshme, mund ta konstruktojmë një neuron në  shtresën e fshehur që ndizet për atë 

hyrje, 1 dhe vet±m n± at± hyrje specifike. Pastaj mund tõi p±rdorim lidhjet nd±rmjet atij 

neuroni dhe neuroneve dalëse për ta kontrolluar daljen në atë rast specifik. 2 

                                                

1 Konstruktimi i një rasti për çdo hyrje të mundshme i kërkon 2 n neurone të fshehura, kur i 

keni n neurone hyrëse. Në realitet, situata zakonisht nuk është kaq e keqe. Mund të keni raste që 

mbulojnë shumë hyrje. Dhe mund të keni raste të mbivendosura që bashkohen për ta nxjerrë daljen 

e duhur në prerjen e tyre.  

2 Nuk janë vetëm rrjetet e perceptronëve që kanë universalitet. Rrjetet e neuroneve sigmoide 

(dhe të funksioneve të tjera të aktivizimit) janë po ashtu universale: me numër të mjaftueshëm të 
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Dhe pra, është e vërtetë se rrjetet neurale me n jë shtresë të fshehur janë universale. 

Mirëpo nuk ka asgjë veçanërisht impresive apo ngazëllyese këtu. Të thoni se modeli juaj 

mund ta bëjë gjënë e njëjtë si një tabelë lookup nuk është argument shumë i fortë për 

këtë. Thjesht domethënë se nuk është e pamundur  që modeli yt ta kryejë task -un 

(detyrën).  

Universaliteti domethënë se një rrjet mund të përputhet me çfarëdo shënime 

trajnuese që i jepni. Kjo nuk domethënë se ai do të interpolojë në pika të reja të shënimeve 

në një mënyrë të arsyeshme.  

Jo, universal iteti nuk është shpjegim se pse rrjetet neurale punojnë kaq mirë. Arsyeja 

reale duket t± jet± dika shum± m± subtile... Dhe p±r ta kuptuar at±, s± pari na duhet tõi 

kuptojmë disa rezultate konkrete.  

 

Word Embeddings  
 

Do të doja të filloj duke e gjurmuar nj ë pistë interesante të kërkimit në deep learning: 

word embeddings ( mapimet e fjalëve në vektorë ). Për mendimin tim personal, word 

embeddings janë njëra nga fushat më ngazëllyese të kërkimit në deep learning për 

momentin, edhe pse fillimisht u patën paraqit ur nga Bengio, et al.  para më shumë se një 

dekade.3 Përtej kësaj, mendoj se janë njëri nga vendet më të mira për të fituar intuitë për 

atë se pse deep learning është kaq efektiv.  

                                                

neuroneve të fshehura, ato mund ta përafrojnë arbitrarisht mirë çfarëdo funksioni të 

vazhdueshëm. Të shihet kjo ±sht± goxha m± e nd±rlikuar sepse nuk mund thjesht tõi izoloni hyrjet.) 
3 Word embeddings janë zhvilluar fillimisht në  (Bengio et al, 2001 ; Bengio et al, 2003 ), disa 

vite para përtëritjes së deep learning më 2006, në kohën kur rrjetet neurale ishin jashtë mode. 

Ideja e paraqitjeve të shpërndara për simbole është edhe më e vjetër, p.sh. (Hinton 1986 ). 

http://www.iro.umontreal.ca/~lisa/publications2/index.php/publications/show/64
http://machinelearning.wustl.edu/mlpapers/paper_files/BengioDVJ03.pdf
http://www.cogsci.ucsd.edu/~ajyu/Teaching/Cogs202_sp13/Readings/hinton86.pdf
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Një word embedding W : fjalët Ƃ ᴙn
  është funksion i parame trizuar që i mapon  fjalët 

e ndonjë gjuhe në vektorë shumë -dimensionalë (mbase me 200 deri 500 dimensione). Për 

shembull, mund të gjejmë se:  

W(ôôcató) = (0.2, -0.4, 0.7, ...) 

W(ôômató)=(0.0, 0.6, -0.1, ...) 

 

(Zakonisht, funksioni është tabelë lookup, e parametrizuar me një matricë, ȇ, me një 

rresht për secilën fjalë: Wȇ(wn) = ȇn.) 

W është inicializuar që të ketë vektorë të rastësishëm për secilën fjalë. Ajo mëson të 

ketë vektorë me kuptim në mënyrë që ta kryej ë ndonjë task.  

Për shembull, një task për të cilin do të mund ta trajnonim një rrjet është parashikimi 

se a ±sht± ôvalidõ nj± 5-gram (varg prej 5 fjalëve). Ne mund të marrim lehtësisht shumë 5 -

grame nga Wikipedia (p.sh. òcat sat on the mató) dhe pastaj tõi ôprishimõ gjysmën e tyre 

duke ua ndërruar një fjalë me një fjalë të rastësishme (p.sh. òcat sat song  the mató), meqë 

kjo pothuajse sigurisht  do ta bënte të pakuptimtë 5-gramin tonë.  

Modeli që e trajnojmë do ta kalojë secilën fjalë të 5-gram it  nëpër W për ta marrë një 

vektor q± e p±rfaq±son at± dhe do tõia jap± ato nj± ômoduliõ tjet±r t± quajtur R i cili provon 

të parashikojë se a është 5 -grami ôvalidõ apo ôi prishurõ? 

 

Rrjeti Modular për ta përcaktuar se a është një 5 -gram ôvalidõ (Nga Bottou (2011))  

 

Pastaj, do të donim:  

R(W(ôôcató), W(ôôsató), W(ôôonó), W(ôôtheó), W(ôômató)) = 1 

R(W(ôôcató), W(ôôsató), W(ôôsongó), W(ôôtheó), W(ôômató)) = 0 

 

P±r tõi parashikuar k±to vlera me sakt±si, rrjeti duhet t± m±soj± parametra t± mir± 

edhe për W edhe për R. 
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Tani, ky task nuk është tmerrësisht interesant. Mbase do të mund të ishte i dobi shëm 

në detektimin e gabimeve gramatik e apo të ngjashme. Mirëpo ajo që është 

jashtëzakonisht interesante është W-ja. 

(Në fakt, për ne, e tërë poenta e task -ut është ta mësojë W-në. Do të kishim mundur 

tõi b±nim disa taska t± tjer±ñnjë task tjetër i zakonshëm është parashikimi i fjalës së 

ardhshme në fjali. Mirëpo nuk po na intereson vërtet. Në pjesën tjetër të këtij seksioni do 

të flasim për shumë rezultate të word embedding dhe  nuk do të bëjmë dallime ndërmjet 

qasjeve të ndryshme.)  

Një gjë që mund ta bëjmë për ta zhvilluar një kuptim të mirë të hapësirës së word 

embedding ±sht± tõi vizualizojm± ato me t -SNE, një teknikë  e sofistikuar për vizualizimin 

e shënimeve shumë-dimensionale.  

 

 

Vizualizimet t -SNE të word embedding -ave. Majtas : Regjioni i numrave ; Djathtas : 

Regjioni i pozitave të punës . Nga Turian  et al.  (2010), shih imazhin e plotë . 

 

Ky lloj i ôhart±sõ s± fjal±ve ka kuptim shum± intuitiv p±r neve. Fjalët e ngjashme janë 

afër njëra -tjetrës. Një mënyrë tjetër për të arritur te kjo është të shikohet se cilat fjalë 

janë më të afërtat në embedding -un e një fjale të dhënë. Përsëri, fjalët priren të jenë goxha 

të ngjashme.  

 

 

Cilat fjalë kanë embeddin g-a më të afërt me një fjalë të dhënë?  

From  Collobert  et al.  (2011) 

http://homepage.tudelft.nl/19j49/t-SNE.html
http://www.iro.umontreal.ca/~lisa/pointeurs/turian-wordrepresentations-acl10.pdf
http://metaoptimize.s3.amazonaws.com/cw-embeddings-ACL2010/embeddings-mostcommon.EMBEDDING_SIZE=50.png
http://arxiv.org/pdf/1103.0398v1.pdf
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Duket natyrale p±r nj± rrjet q± tõi b±j± fjal±t me kuptime t± ngjashme t± ken± vektor± 

të ngjashëm. Nëse e ndërroni një fjalë me një sino nim (p.sh.  òa few people sing welló Ƃ òa 

couple people sing welló, pra  òdisa njer±z k±ndojn± mir±ó Ƃ òca njer±z k±ndojn± mir±ó), 

vlefshmëria e fjalisë nuk ndryshon. Gjersa, nga një pikëpamje naive, fjalia hyrëse ka 

ndryshuar shumë, nëse W i mapon sinonime t (si òfewó dhe òcoupleó, pra òdisaó dhe òcaó) 

bashkë e afër, nga pikëpamja e R-së ka pak ndryshim . 

Kjo është shumë e fuqishme. Numri i 5 -grameve të mundshme është masiv dhe ne e 

kemi një numër krahasimisht të vogël të pikave të shënimeve nga të cilat prov ojmë të 

mësojmë. Meqë fjalët e ngjashme janë afër e bashkë, kjo na lejon të përgjithësojmë  nga 

një fjali te një klasë e fjalive të ngjashme. Kjo nuk domethënë vetëm ndërrimin e një fjale 

me një sinonim, por edhe ndërrimin e një fjale me një fjalë në një kl asë të ngjashme (p.sh. 

òmuri ±sht± i kalt±ró Ƃ òmuri ±sht± i kuqó). Pastaj, mund tõi ndryshojm± shum± fjal± (p.sh. 

òmuri ±sht± i kalt±ró Ƃ òtavani  është i kuqó). Ndikimi i k±saj ±sht± eksponencial n± lidhje 

me numrin e fjalëve. 4 

Pra, është e qartë se kjo ë shtë një gjë shumë e dobishme të cilën  e bën W-ja. Por si 

mëson ajo ta bëjë këtë? Duket goxha e pritshme se ka shumë situata ku e ka parë një fjali 

si òmuri ±sht± i kalt±ró dhe e di se ±sht± valide para se ta shoh± nj± fjali si òmuri ±sht± i 

kuqó. N± k±t± rast, zhvendosja e òi kuqó pak m± af±r òi kalt±ró e b±n rrjetin t± performoj± 

më mirë.  

Prapë na duhet të shohim shembuj të secilës fjalë që përdoret, por analogjitë na lejojnë 

të përgjithësojmë në kombinime të reja të fjalëve. Ju i keni parë më parë të gji tha fjalët 

që i kuptoni, por nuk i keni parë më parë të gjitha fjalitë që i kuptoni. E njëjta është edhe 

me rrjetet neurale.  

Word embeddings e shfaqin një veti edhe më të shquar: ngjashmëritë ndërmjet fjalëve 

duket të jenë të koduara në vektorët e diferenc ave ndërmjet fjalëve. Për shembull, duket 

të jetë një vektor konstant i diferencës mashkull -femër:  

 

W(ôôwoman") ĭ W(ôôman") ḗ W(ôôaunt")  ĭ W(ôôuncle")  

W(ôôwoman") ĭ W(ôôman") ḗ W(ôôqueen") ĭ W(ôôking")  

 

Apo shqip, për ilustrim:  

 

W(ôôgrua") ĭ W(ôôburr±") ḗ W(ôôhallë")  ĭ W(ôôdajë") 

W(ôôgrua") ĭ W(ôôburr±") ḗ W(ôômbretëreshë")  ĭ W(ôômbret")  

 

                                                

4 Punimi seminal (themelor), A Neural Probabilis tic Language Model  (Bengio, et al.  2003) ka 

goxha intuitë për atë se pse janë të fuqishme word embeddings.  

http://machinelearning.wustl.edu/mlpapers/paper_files/BengioDVJ03.pdf
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Nga Mikolov  et al.(2013a)  

 

Kjo mund të mos jetë tepër befasuese. Në fund të fundit, përemrat gjinorë e kanë 

kuptimin që ndërrimi i një fjale mund ta bëjë një fjali gramatikisht jokorrekte. Ju e 

shkruani òajo ±sht± hall±ó por òai  ±sht± daj±ó. Ngjash±m, òai  ±sht± Mbretió por òajo është 

Mbret±reshaó. N±se dikush e sheh òajo është dajaó, shpjegimi m± i pritshëm është një 

gabim gramatikor. Nëse fjalët këmbehen rastësisht gjysmën e kohës, duket shumë e 

pritshme se kjo gjë ka ndodhur në këtë rast . 

òNatyrisht!ó themi n± retrospektive, òword embedding do t± m±soj± ta kodoj± gjinin± 

në mënyrë konsistente. Në fakt, m e gjasë është një dimension i gjinisë. E njëjta gjë për 

njëjës ndaj shumës. Është lehtë të gjenden këto relacione triviale!ó 

Mirëpo, del se në këtë mënyrë janë koduar edhe lidhje shumë më të sofistikuara. 

Duket pothuajse e mbinatyrshme!  

 

 

Çiftet e relacioneve në një word embedding. Nga Mikolov  et al.  (2013b)  

 

Është me rëndësi të çmohet se të gjitha këto veti të W-së janë efekte anësore. Nuk kemi 

provuar të kemi fjalë të ngjashme afër njëra -tjetrës. Nuk kemi provuar të kemi analogji 

të koduara me vektorë të diferencave. Krejt çka kemi provuar të bëjmë ishte ta kryejmë 

një task të thjeshtë, si parashikimi se a ishte një fjali valide. Këto veti pak -a-shumë dalin 

vetë nga procesi i optimizimit.  

https://www.aclweb.org/anthology/N/N13/N13-1090.pdf
http://arxiv.org/pdf/1301.3781.pdf
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Kjo duket të jetë fuqi e madhe e rrjeteve neurale: ato mësojnë mënyra më të mira për 

paraqitje të shënimeve, automatikisht. Paraqitja e mirë e shënimeve, pastaj, duket të jetë 

esenciale për suksesin në shumë probleme të machine learning. Word embeddings j anë 

vetëm një shembull veçanërisht i habitshëm i mësimit të një paraqitjeje.  

 

 

Paraqitjet e përbashkëta  
 

Vetitë e word embeddings janë veçanërisht interesante, mirëpo a mund të bëjmë 

ndonjë gjë të dobishme me to? Pos parashikimit të gjërave joserioze si a është një 5-gram 

ôvalidõ? 

E mësuam word embedding -un për të punuar mirë në një task të thjeshtë, por bazuar 

në vetitë e mira që i vërejtëm te word embeddings, mund të ju shkojë mendja se ato mund 

të jenë përgjithësisht të dobishme në task -a të NLP. Në fakt , paraqitjet e fjalëve si këto 

janë jashtëzakonisht të rëndësishme:  

 

 

W dhe F  mësojnë ta performojnë task -un A. Më vonë, G mund të mësojë ta 

performojë B -në bazuar në W. 

 

òP±rdorja e paraqitjeve t± fjal±ve... ±sht± b±r± ôsalca e 

fshehurõ për suksesin e shumë sistemeve NLP në vitet e fundit, 

nëpër task-at që përfshijnë named entity recognition (njohjen e 

entiteteve të emëruara), part -of-speech tagging (etiketimin e 

pjesëve-të-ligjëratës), parsimin dhe semantic role labeling 

(etiketimin e r oleve semantike).ó (Luong  et al.  (2013)) 

http://nlp.stanford.edu/~lmthang/data/papers/conll13_morpho.pdf
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Kjo taktikë e përgjithshme ñmësimi i një paraqitjeje të mirë në një task A dhe pastaj 

përdorja e saj në një task B ñështë njëri nga truqet madhore në çantën e veglave të Deep 

Learning. Ajo shkon me emra të ndryshëm varësisht nga detalet: pretraining 

(paratrajnim), transfer learning (mësim me bartje) dhe multi -task learning. Njëra nga 

fuqitë më të mëdha të kësaj qasjeje është se ajo lejon që paraqitja të mësojë nga më shumë 

se një lloj i shënimeve.  

Është edhe një plotësues i këtij triku. Në vend se të mësohet një mënyrë për ta 

paraqitur një lloj të shënimeve dhe ta përdorim atë për të kryer lloje të ndryshme të task -

ave, mund ta m±sojm± nj± m±nyr± p±r tõi mapuar shum± lloje t± sh±nimeve n± nj± 

paraqitje të vetme!  

Një shembull i bukur i kësaj është word -embedding dygjuhësor, i prodhuar te Socher et 

al.  (2013a). Ne mund t± m±sojm± tõi embed-ojmë fjalët nga dy gjuhë të ndryshme në një 

hap±sir± t± vetme, t± p±rbashk±t. N± k±t± rast, m±sojm± tõi embed-ojmë fjalët anglisht dhe 

kineze mandarin në hapësirën e njëjtë.  

Ne i trajnojmë dy word embeddings, Wen dhe Wzh në 

një mënyrë të ngjashme me atë që e bëmë më lart. 

Mirëpo, e dimë se fjalë të caktuara anglisht dhe 

kinezisht kanë kuptime të ngjashme. Pra, optimizojmë 

për një veti shtesë: fjalët që e dimë se janë përkthime 

të afërta duhet të jenë afër së bashku.  

Natyrisht,  vërejmë se fjalët që e dinim se kishin 

kuptime të ngjashme përfundojnë afër së bashku. 

Meqë optimizuam për këtë, kjo nuk është befasuese. 

Më interesante është se fjalët të cilat nuk e dinim  se 

ishin përkthime përfundojnë afër së bashku.  

Në dritën e përvoj ave tona të mëhershme me word embeddings, kjo mund të mos 

duket tepër befasuese. Word embeddings i tërheqin bashkë fjalët e ngjashme, pra nëse 

një fjalë anglisht dhe një kinezisht e dimë që kanë kuptim të ngjashëm dhe janë afër 

njëra -tjetrës, atëherë sinon imet e tyre po ashtu do të përfundojnë afër njëra -tjetrës. Po 

ashtu e dimë se gjërat si dallimet gjinore priren të përfundojnë të përfaqësuara me një 

vektor konstant t± diferenc±s. Duket sikur imponimi i mjaft pikave p±r tõu rreshtuar do 

të duhej ta impono nte që këta vektorë të diferencave të jenë të njëjtë në të dy 

embeddigjet anglisht dhe kinezisht. Një rezultat i kësaj do të ishte se nëse e dimë se dy 

versione mashkullore të fjalëve përkthehen ndaj njëri -tjetrit, do t± duhej tõi fitojm± edhe 

fjalët femër ore ta përkthejnë njëra -tjetrën.  

Intuitivisht, duket sikur dy gjuh±t e kan± nj± ôform±õ t± ngjashme dhe se duke i 

detyruar të rreshtohen në pika të ndryshme ato mbivendosen dhe pikat tjera tërhiqen 

në pozitat e duhura.  

http://ai.stanford.edu/~wzou/emnlp2013_ZouSocherCerManning.pdf
http://ai.stanford.edu/~wzou/emnlp2013_ZouSocherCerManning.pdf
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Vizualizimi t -SNE i word embeding -ut dygjuhësor.  

E gjelbërta është kinezisht, e verdha është anglisht.  (Socher et al.  (2013a)) 

 

Në word embeddings dygjuhësore, e mësojmë një paraqitje të përbashkët të dy 

llojeve shumë të ngjashme të shënimeve. Mirëpo mund të mësojmë edhe të embed -ojmë 

lloje shumë të ndryshme të shënimeve në hapësirën e njëjtë.  

Koh±ve t± fundit, deep learning ka filluar tõi eksploroj± 

modelet që i embed-ojnë imazhet dhe fjalët në një paraqitje 

të vetme.5 

Ideja themelore është se personi i klasifikon imazhet 

duke e nxjerrë një vektor në një word embedding. Imazhet 

e qen±ve mapohen af±r vektorit t± fjal±s òdogó (òqenó). 

Imazhet e kuajve mapohen af±r vektorit òhorseó (òkal±ó). 

Imazhet e automobilëve a f±r vektorit òautomobileó. E 

kështu me radhë.  

Pjesa interesante është se çka ndodh kur e testoni modelin në klasë të reja të 

imazheve. P±r shembull, n±se modeli nuk ishte trajnuar tõi klasifikoj± macetñdomethënë, 

tõi mapoj± ato af±r vektorit òcatóñçka ndodh kur provojm± tõi klasifikojm± imazhet e 

maceve? 

                                                

5 Më herët është bërë punë në modelimin e shpërndarjeve të bashkuara të tagjeve (etiketave) 

dhe imazheve, mirëpo ajo ka marrë pikëpamje shumë të ndry shme. 

http://ai.stanford.edu/~wzou/emnlp2013_ZouSocherCerManning.pdf
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Socher et al.  (2013b) 

 

Del se rrjeti ±sht± i aft± tõi trajtoj± k±to klasa t± reja t± imazheve n± m±nyr± goxha t± 

arsyeshme. Imazhet e maceve nuk janë mapuar në pika të rastësishme në hapësirën e 

word embedding . Në vend të kësaj, ato priren të mapohen në afërsinë e përgjithshme të 

vektorit òdogó (qen) dhe, n± fakt, af±r vektorit òcató (mace). Ngjash±m, imazhet e 

kamion±ve p±rfundojn± relativisht af±r vektorit òtruckó (kamion), i cili ±sht± af±r vektorit 

t± nd±rlidhur òautomobileó. 

 

Socher et al.  (2013b) 

http://nlp.stanford.edu/~socherr/SocherGanjooManningNg_NIPS2013.pdf
http://nlp.stanford.edu/~socherr/SocherGanjooManningNg_NIPS2013.pdf
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Kjo është bërë nga anëtarët e grupit të Stanford -it me vetëm 8 klasë të njohura (dhe 

2 klasë të panjohura). Rezultatet tanimë janë goxha impresive. Por me kaq pak klasë të 

njohura, ka shumë pak pika për ta interpoluar relacionin ndërmjet imazheve dhe 

hapësirës semantike.  

Grupi i Google -it e ka bërë një version shumë më të madh ñnë vend të 8 kategorive, 

ata i përd orën 1000ñnë kohën afërsisht  të njëjtë  (Frome et al.  (2013)) dhe kanë vazh duar 

me një variacion të ri (Norouzi  et al.  (2014)). Të dytë bazohen në një model shumë të 

fuqishëm të klasifikimit të imazheve (nga Kriz ehvsky  et al.  (2012)), por i embed-ojnë 

imazhet në hapësirën e word embedding në mënyra të ndryshme.  

Rezultatet janë impresive. Ndërsa mund të mos i çojnë imazhet e klasave të panjohura 

te vektori preciz q± e paraqet at± klas±, ata jan± t± aft± tõi ojn± ata në fqinjërinë  (lagjen, 

af±rsin±) e duhur. Pra, n±se i k±rkoni tõi klasifikoj± imazhet e klasave t± panjohura dhe 

klasat janë mjaft të ndryshme, ai mund të bëjë dallim ndërmjet klasave të ndryshme.  

Edhe pse nuk kam parë kurrë më parë gjarpër të Eskulapit  apo një armadillo, nëse 

ma tregoni një foto të njërit dhe një të tjetrit, mund ta dalloj se cili është cili sepse e kam 

një ide të përgjithshme se çfarë lloj kafshe është e asociuar me secilën fjalë. Këto rrjete 

mund ta arrijnë të njëjtën gjë.  

(Këto rezultate të gjitha e shfrytëzojnë një lloj arsyetimi të tipit òk±to fjal± jan± t± 

ngjashmeó. Por duket sikur do t± duhej t± jen± t± mundura rezultate shum± m± t± fuqishme 

duke u bazuar në relacionet  ndërmjet fjalëve. Në hapësirën tonë të word embedd ing, është 

një vektor konsistent i diferencës ndërmjet versioneve mashkullore dhe femërore të fjalëve. 

Ngjashëm, në hapësirën e imazheve, ka veçori konsistente që bëjnë dallim ndërmjet 

mashkullit dhe femrës. Mjekrat, mustaqet dhe tullacëria janë të gjithë tregues të fuqishëm, 

shumë të dukshëm të të qenurit mashkull. Gjokset dhe, më pak e sigurtë, flokët e gjata, 

grimi  dhe stolitë e çmuara janë tregues të qartë të të qenurit femër. 6 Madje edhe nëse më 

herët nuk keni parë kurrë mbret , nëse mbretëresha, e përcaktuar të jetë e tillë nga prania e 

një kurore, befas ka mjekër, është goxha e arsyeshme ta japë versionin mashkullor.)  

Shared embeddings janë fushë jashtëzakonisht ngazëllyese e kërkimit dhe tregojnë se 

pse perspektiva e deep learning me fokus në përfaqës im është kaq tërheqëse.  

 

 

  

                                                

6 Jam shumë i vetëdijshëm se treguesit fizikë të gjinisë mund të jenë çorientues. Nuk dua të 

nënkuptoj, për shembull, se çdokush që është tullac është mashkull apo çdokush që ka gjokse është 

femër. Vetëm se këto shpesh e tregojnë këtë, dhe e rregullo jnë prioritetin tonë në masë të madhe.  

http://static.googleusercontent.com/media/research.google.com/en/pubs/archive/41473.pdf
http://arxiv.org/pdf/1312.5650.pdf
http://www.cs.toronto.edu/~fritz/absps/imagenet.pdf
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Rrjetet Neurale Rekursive (Recursive Neural Networks)  
 

Ne e nisëm diskutimin tonë të word embeddings me rrjetin vijues:  

 

 

Rrjeti Modular që mëson nga word embeddings  (Nga Bottou (2011) ) 

 

Diagrami i mësipërm e paraqet një rrjet modular ,  

 

R(W(w1), W(w2), W(w3), W(w4), W(w5)) 

 

Ai ndërtohet nga dy module, W dhe R. Kjo qasje, e ndërtimit të rrjeteve neurale nga 

òmoduleó m± t± vogla t± rrjetit neural q± mund t± kompozohen bashkë, nuk është shumë 

e përhapur. Mirëpo, ka qenë shumë e  suksesshme në NLP.  

Modelet si i mësipërmi  janë të fuq ishme, por e kanë një kufizim të pafat: ato mund të 

kenë vetëm numër fiks të hyrjeve.  

Këtë m und ta tejkalojmë duke e shtuar një modul të asocia cionit, A, i cili do tõi marr± 

dy paraqitje të fjalëve apo frazave dhe do tõi bashkoj± ato. 

 

 

(Nga Bottou (2011) ) 

http://arxiv.org/pdf/1102.1808v3.pdf
http://arxiv.org/pdf/1102.1808v3.pdf
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Duke i bashkuar sekuencat e fjalëve, A na çon nga paraqitja e fjalëve  te paraqitja e 

frazave apo madje edhe paraqitja e fjalive  të tëra! Dhe meqë mund të bashkojmë numër 

të ndryshëm të fjalëve, nuk kemi nevojë të kemi numër të fiksuar të hyrjeve.  

Nuk domethënë që patjetër të ketë kuptim të bashkohen fjalët linearisht në një  fjali. 

Nëse e shqyrtojmë frazën òthe cat sat on the mató (macja u ul në qilim), ajo mund të 

kllapëzohet natyrshëm në segmente: ò((the cat) (sat (on (the mat))))ó [apo shqip, për 

ilustrim: ò(macja ((u ul)  (në qilim)) )ó ]. Mund ta aplikojmë A-në duke u bazuar në këtë 

kllapëzim:  

 

 

(Nga Bottou (2011) ) 

 

K±to modele shpesh quhen òrrjete rekursive neuraleó sepse shpesh e marrim daljen e 

modulit dhe e vendosim në modulin e llojit të njëjtë. Ato nganjëherë quhen  edhe òtree-

structured neural networks ó (òrrjete neurale t± strukturuara si pem±ó). 

Rrjetet neurale rekursive kanë pasur suksese të rëndësishme në disa task -a në NLP. 

Për shembull, Socher et al.  (2013c) e përdor një rrjet rekursiv neural për ta parashikuar 

sentimentin (mendimin, ndjenjën) e fjalisë:  

 

 

(Nga Socher et al.  (2013c)) 

http://arxiv.org/pdf/1102.1808v3.pdf
http://nlp.stanford.edu/~socherr/EMNLP2013_RNTN.pdf
http://nlp.stanford.edu/~socherr/EMNLP2013_RNTN.pdf
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Një qëllim madhor ka qenë të krijohet një paraqitje e kthyeshme e fjalisë, një paraqitje 

nga e cila personi mund ta rikonstruktojë një fjali konkrete, me kuptim afërsisht të njëjtë. 

Për shembull, mund të provojmë ta paraqesim një modul të disasociacionit, D , që provon 

ta zhbëjë A-në: 

 

 

(Nga Bottou (2011) ) 

 

Nëse do të mund ta arrinim një gjë të tillë, do të ishte vegël jashtëzakonisht e 

fuqishme. Për shembull, do të mund të provonim ta bëjmë një paraqitje  dygjuhësore të 

fjalisë dhe ta përdornim atë për përkthim.  

Fatkeqësisht, kjo del të jetë shumë e vështirë. Shumë , shumë e vështirë. Dhe për 

shkak të premtimit të pamasë, ka shumë njerëz që janë duke punuar në këtë.  

Së fundmi,  Cho et al.  (2014) kanë bërë ca përparime në paraqitjen e frazave, me një 

model q± mund tõi kodoj± frazat anglisht dhe tõi dekodoj± ato n± frengjisht. Shikoni 

paraqitjet frazore që i mëson  ai! 

 

 

Një pjesë e vogël e t-SNE e paraqitje s së frazave 

(Nga Cho et al.  (2014)) 

http://arxiv.org/pdf/1102.1808v3.pdf
http://arxiv.org/pdf/1406.1078v1.pdf
http://arxiv.org/pdf/1406.1078v1.pdf



